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摘  要 互联网文本数据量的激增使得对其作聚类运算的处理时间显著加长，虽有研究者利用 Hadoop 架

构进行了 k-means 并行化研究，但由于很难有效满足 k-means 需要频繁迭代的特点，因此执行效率仍然不

能让人满意。本文研究提出了基于新一代并行计算系统 Spark 的 k-means 文本聚类并行化算法，利用 RDD

编程模型充分满足了 k-means 频繁迭代运算的需求。实验结果表明，针对同一聚类文本大数据集和同样的

计算环境，基于 Spark 的 k-means 文本聚类并行算法在加速比、扩展性等主要性能指标上明显优于基于

Hadoop 的实现，因此能更好地满足大规模文本数据挖掘算法的需求。 
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Abstract Due to sharp volume increment of internet text, the processing time of k-means on such data is incredibly lengthened. 

Though some researchers have adopted classic parallel architectures, such as Hadoop, to improve k-means execution efficiency, the 

results are still unsatisfactory. The major reason is that most mining algorithms, including k-means, need frequent iteration which is 

hard to be efficiently handled by classic parallel platforms. A parallelization algorithm of k-means, based on Spark, which is the 

state-of-the-art big data parallel processing architecture, is proposed. The given algorithm makes full use of in-memory-computing 

RDD model of Spark so as to well meet the frequent iteration requirement of k-means. Experimental results show that k-means 

executes much more efficiently in Spark than in Hadoop based on the same datasets and the same computing environments, which 

specifically reflects in the aspects of speedup ratio, the expansion ratio and others. Therefore the conclusion can be drawn that 

Spark performs sensibly better than Hadoop on processing big data mining algorithms. 
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1 引言 

随着互联网信息量的迅猛增加，如何对海量网络文本信息进行有效处理及价值挖掘已成为当今中文信

息处理的研究热点之一，其中大规模文本聚类便是一个重要的研究领域。由于在互联网信息海洋中，人们
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不会事先对数据进行类别标注，也更无法确定数据应归属的类别总数，这样就很难采用基于类别标注的挖

掘算法（如支持向量机）对数据进行处理。而聚类技术[1]不需要知道数据的类别标注，同样也不需要任何

训练数据便可以直接对目标数据集进行挖掘处理，其应用更加便捷、高效。在互联网大规模信息挖掘处理

中，聚类可应用于文本语义分析、文档相似性分析、语料分类分析及主题分析等多个领域[2][3][4]，在很多

算法的预处理阶段，例如文本分割以及多文档文摘抽取，聚类技术也可以发挥重要的作用。但是目前可用

的聚类算法基本都仅适于处理小规模的数据，而在当今互联网信息爆炸的背景下，网络数据文档数量呈指

数性增长，文本特征空间的维度也急剧增大，这都会严重降低聚类算法的类别划分能力，同时也大大延长

了算法的运行时间，这显然不适合实际应用，因此如何能够对大规模文本数据进行快速、有效的并行聚类

计算将是一个很有价值的研究方向。 

作为传统的并行计算方法，上世纪末出现的 MPI(Message Passing Interface)[5]，本世纪初出现的网格计

算[6]等存在开发复杂，扩展性不好等问题，已无法满足日益增长的互联网大规模数据处理的要求。面对挑

战，“云计算[7]” 应运而生，MapReduce(MR)即是其最受关注的关键技术之一。MapReduce 是由 Google 公

司开发的一个用于大规模数据处理的分布式计算模型[8-10]，具有编程简单，易于扩展，容错性好等特点，

极大地简化了集群上的海量数据并行处理实现。除 Google 外，MapReduce 已有多种实现版本，其中最经

典的是 Hadoop[10]，它是一个由 Java 语言编写的开源分布式计算框架，提供了以 MapReduce 为核心的编程

接口和分布式文件系统 HDFS (Hadoop Distributed File System)，能够处理多至百万个节点和 ZB 量级的数

据。 

但是越来越多的研究已证明[11-12]，Hadoop的MapReduce计算模型比较简单，适合数据量大但核心计算

并不复杂的处理作业，而对于较复杂的计算模型，譬如递归、迭代、嵌套调用等，利用MapReduce实现不

但编程复杂，而且处理效率也很难让人满意。下面以迭代计算为例说明MapReduce模型的局限性。 

目前为止，我们能看到的MapReduce版本实现都没有针对迭代计算进行相应优化，在运行迭代型作业

时，存在以下四个主要问题[12]： 

（1）尽管每次迭代所进行的操作都一样，但每一次迭代都是作为独立作业（job）重新进行处理，需

要重新初始化和读写、传输数据，这会导致大量不必要的系统开销； 

（2）虽然大量数据在迭代循环时很可能是不变的，但在每次迭代时仍会被重新载入和处理，这将浪

费掉大量的I/O、CPU资源和网络带宽； 

（3）每次迭代都需要一个额外的MapReduce Job用来检测迭代终止条件，这又会消耗掉额外的任务调

度、磁盘数据读取和网络传输； 

（4）必须在前一次迭代全部结束，输出数据全部写入分布式文件系统，并完成迭代终止条件检测之

后，下一次迭代才可以开始，而下一次迭代又需先从分布式文件系统读取数据，这使得数据的读写过于集

中，而相对应地，空闲时的系统I/O、CPU和网络带宽等资源则被浪费掉了。 

因此MapReduce在进行迭代型数据处理时性能比较低下，而迭代计算在数据处理中是一类非常重要的

应用模型，尤其在数据挖掘、信息检索、机器学习等领域，大量算法都是运用多次迭代实现的[13]。作为主

要创作动机之一，基于内存计算的新一代并行计算框架Spark[14]力求能很好地解决此类频繁迭代问题。本

文提出了基于Spark的k-means本文聚类算法并行设计与实现，并在相同计算环境和数据量的情况下，比较

分析Hadoop和Spark环境下的并行k-means文本聚类算法执行效率及性能差异，对并行聚类技术在大规模文

本分类中的作用做了些有益的探讨。 

接下来内容是这样安排的，首先介绍文本聚类整理流程及k-means串行算法，接着分别设计及实现了基

于Hadoop和Spark的k-means并行化算法，最后通过实验在加速比、扩展比等主要性能指标上进行比较并得

出实验结论。 

2 文本聚类整体流程 

为了对文本进行聚类分析，必须首先对语料数据进行预处理，包括分词、停用词过滤、特征降维和文

本表示模型等步骤，转化为聚类算法能够处理的向量形式，然后才能进行聚类分析，整个文本聚类流程如



 

图 1 所示，这其中由于聚类分析需要频繁迭代，因此会占据大部分处理时间，所以本文的重点是研究如何

通过并行处理提高聚类分析部分的效率。在此之前，先简要介绍下预处理阶段的工作内容（本文文本聚类

预处理使用的工具包为中科院计算所研发的 ICTCLAS 分词系统）。 
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图 1 文本聚类分析整体流程 

2.1 文本聚类预处理 

文本是非结构化的数据，无法用数据挖掘的方法对文本直接进行处理，需要先对文本进行预处理，使

文本最终表示成为一种结构化的计算机能够处理的形式，然后再用聚类算法进行聚类。文本预处理是聚类

分析中一个非常重要的环节，预处理的质量直接影响着聚类分析的性能。预处理过程的一般步骤：分词、

去停用词、词频统计、特征选择。 

预处理的第一个关键步骤就是分词[15]。不同于英文文本，在中文文本中，词与词之间是连续的，没有

空格间隔，因此必须对文本进行分词处理。所谓分词，就是将文档按照词的含义进行切分。在文本信息处

理的过程中，可以用字、词或者词组作为文本的特征项。但是用字作为特征项会导致特征向量维数庞大，

并且字所包含的信息量有限。词组虽然包含信息量多，但是在文本中出现的频率极少，用词组作为特征向

量会导致特征向量稀少。因此，选用词作为特征向量即能够包含做够的信息，又能够得到较合适的特征维

数。 

文本聚类中，从文本得到的单词集还不能作为特征集来表示文本，因为它包含文本集各类文本中普遍

出现的通用词和弱词性词，这些停用词几乎出现在任何一个文本中，但是对表达文本内容几乎没有任何贡

献，这些词更多的作用是在语法上，被称为停用词。因此，需要建立一个停用表，并按照此表从单词集中

过滤所有的停用词，从而降低特征空间维数，减少噪声。 

2.2 文本表示 

文本是一种无结构的数据，要进行聚类，必须把文本表示成为计算机能够识别和处理的形式。本文采

用最常用的向量空间模型（VSM）[16]，向量的每一维由特征项及其权重组成，特征项的权重用 TF-IDF[17][18]

方法来计算： 
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其中： ( , )iw t d 为特征项
it 在文档d 中的权重； ( , )itf t d 为特征项

it 在文档d 中的词频；N 为训练文本

的总数；
in 为训练文本集中出现特征项

it 的文本数，分母为归一化因子，即文档 jd 的向量化表示为

1 1 2 2( : , : ,..., : ,..., : )j j j j j ji ji jm jmd t w t w t w t w ，即 jit 表示第 j 个文档的第 i 个特征项， jiw 表示该特征项的

权重，m 表示向量中特征项的个数。 

3 串行 k-means 文本聚类算法 

串行 k-means 聚类算法 [19]基本思想如下：以空间中的 k 个点为聚类中心，对最靠近它们的对象归类，

具体计算过程通过迭代的方法，逐次更新各聚类中心的值，直到最后收敛得到最优的聚类结果，其目的就

是为了使簇内数据对象之间的相似性尽可能大，而簇间数据对象的相似性尽可能小。在每次迭代后需验证

聚类的准则函数是否收敛来确定算法是否应该结束，如果不收敛，就继续对数据对象进行聚类，否则，聚



 

类完成，算法结束。 

运用 k-means 算法进行文本聚类，首先需要对文本建立文本表示模型，向量空间模型是一种常用的文

本表示模型。VSM 模型用向量表示文本，文本转换成向量数据，可以利用 k-means 算法实现文本聚类。算

法具体描述如下： 

输入：文本向量集 1 2{ , ,..., }nD d d d ，聚类个数 k 

输出：k 个聚类 

1）从文本向量集 D 中随机选取 k 个向量作为 k 个聚类的初始中心； 

2）在第 c 次迭代中，对任意一个向量 id ，求其到 k 个中心的相似度，将 id 归到最相似的类； 

3）利用均值方法更新该类的中心值； 

4）对所有的 k 个聚类中心，利用上述两步的迭代更新后，求得式 4)的 J 值不再发生明显变化，则判

定收敛，迭代结束；或者达到设定的最大迭代次数，迭代也结束。否则转 2）继续迭代。 

k-means 算法用来计算文本向量相似度的标准通常是使用欧氏距离，其定义如下： 
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其中， 1 2( , , , )px x x x 和 1 2( , , , )py y y y 是数据集中两个 p 维的数据对象。 

更新聚类中心的计算方法，定义如下： 
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其中， iC 表示某个簇，m 表示属于 iC 簇的数据个数。 

评价 k-means 划分聚类效果的聚类准则函数 J 定义为： 

2

1

| |
k

i i

i

J x o


                                               (4) 

其中：数据划分成的聚类数目为 k ， 2| |i ix o 为欧氏距离，它表示某个簇类新中心点
ix 到该簇类原中心点

io 之间的距离。 

4 基于 Hadoop 的 k-means 文本聚类算法并行化 

由于 Hadoop 没有针对迭代计算作特殊优化，因此利用 Hadoop 的核心算法 MapReduce 进行 k-means

迭代设计[20]，对原有串行算法中每一次迭代过程都必须对应一次完整的 MapReduce 计算过程，即一个

MapReduce 作业，以完成数据记录到聚类中心的距离计算以及新的聚类中心的计算。我们把每次聚类迭代

过程封装成一个 MapReduce 作业 kmeansJob。为了实现聚类过程中的多次迭代计算，需要在聚类主程序中

多次创建 kmeansJob。 
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图2 基于Hadoop的k-means并行算法实现总流程图 

图 2 描述了聚类主程序首先从 HDFS 上对数据集进行采样并随机生成 k 个中心点，把 k 个中心点作为

聚类的初始输入，之后启动相应的 kmeansJob。一次聚类计算包括 Map 和 Reduce 部分，Map 操作执行局

部聚类操作，进行数据对象的局部划分聚类， Reduce 操作执行全局的聚类，每个 Reduce 汇总同一个簇的

数据点集，计算并更新该聚簇的中心点，具体实现如算法 2-1 所示。当一次聚类计算结束后，根据当前输

出结果执行收敛条件判断。如果聚类结果未达到收敛，Hadoop 会再次创建新的 kmeansJob，把上一次

MapReduce 的计算输出作为输入，重复执行聚类任务，直到聚类结果符合收敛条件或者达到最大迭代次数

为止。 

算法 2-1.kmeansJob 的 MapReduce 化算法 

Map 部分 

输入：中心点列表，数据对象的偏移量，数据对象 

输出：<k1，v1>，k1 为点簇的索引值，v1 为数据点的特征值 

FOR 每个文本向量 i=1,…,n do: 

FOR 每个聚类中心 j=1,…,k do: 

计算每个文本向量与每个聚类中心相似度； 

比较上述相似度； 

将此向量归纳到相似度高的那个聚类中心所属的类； 

将<所属类别，数据对象>写入中间文件； 

Reduce 部分 

输入：<k2，list[v2]>，k2 为点簇的索引值，list[v2]为数据对象列表 

输出：<k3，v3>，k3 为点簇的索引值，v3 为新的中心点 

FOR 对于 key 相同的所有文本向量（它们属于同一个簇）: 

求所有文本向量的均值，得出新的聚类中心 

输出新的聚类中心 

5 基于 Spark 的 k-means 文本聚类算法并行化 

5.1 Spark 架构和弹性分布式数据集 RDD 

Spark 由加州大学伯克利分校 AMPLab 开发，主要目的为用来构建大型的、低延迟的数据分析应用程

序，由于引进了弹性分布式数据块 RDD(Resilient Distributed Dataset)[21]的概念，Spark 可在集群计算中将数

据集分布式缓存在各节点内存中，省去大量的磁盘 IO 操作，从而大大缩短访问延迟。作为 Spark 架构的核

心机制，RDD 是一种基于分布式内存的并行数据结构，它能将用户将数据存储在内存，并控制分区划分以

优化数据分布。数据存储在内存中，尤其对于需要多次迭代使用的数据，省去了多次载入到内存和存储到

磁盘的过程，大大加快了处理速度。Spark 支持 RDD 的显式缓存(cache)及持久化(persistence)存储，即在第

一次使用 RDD 时，开发人员可以显式地调用缓存操作，将所需数据缓存在本地内存，程序结束前，可以

调用存储操作将 RDD 持久化到本地文件系统或 HDFS。 

Spark 运行架构如图 3 所示，Spark 应用在集群上以独立的执行器(executor)运行在不同节点，在主程序

中以 SparkContext 对象来进行总体调度。SparkContext 可以与三类集群资源管理器（Standalone、Mesos 或

者 YARN）相连接，本文选择的是 Standalone 模式，集群资源管理器的作用为在不同 Spark 应用间分配资



 

源。Spark 在执行程序时，需要将应用代码发送给工作节点(worker node)的执行器去执行任务(task)，以尽

可能实现数据的本地化计算[22]。 

 

图 3  Spark 运行架构图 

与上文所述的 Hadoop 处理迭代运算的方式不同，利用新一代并行计算机架构 Spark 实现 k-means，只

需将迭代计算的数据块定义为 RDD，以分区(Partitions)的形式分布存储在不同节点的内存中，再由位于这

些节点的 Tasks 针对本地内存 Partitions 重复完成迭代计算即可，中间完全无需和磁盘进行交互，从而大大

加快执行时间，这也是以 RDD 内存计算为核心的 Spark 的最大优势。 

5.2 基于 Spark 的 k-means 文本聚类并行化设计 

利用Spark并行实现k-means，总体上也是采用”map”和”reduce”的思想，即在每次迭代中，先用”map”

计算所有样本和中心点距离并归类，再用”reduce”分类求均值算得新的中心点。然而与Hadoop的MapReduce

最大的不同是，Spark对所有中心点的所有次迭代运算都是在内存中对RDD计算完成，中间不需与磁盘交

互，而Hadoop的这个过程则要与磁盘有（迭代次数*分类数）次的交互。 
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图4基于Spark的K-means算法总体流程图 

基于Spark的k-means文本聚类算法在实现时，首先读取HDFS的文件（已经预处理过的文件）并创建新

的RDD，并在本地执行Cache操作缓存RDD数据。之后通过Map操作执行局部数据的聚类，Reduce操作执

行汇总局部数据的聚类，计算全局的聚簇。聚类算法的并行化执行是由Spark内核调度完成，内核会根据工

作节点数目，自动将数据集及执行任务分配到不同节点，继而多个计算节点会并行执行聚类计算。算法总

流程如图4所示。 

5.3 基于 Spark 的 k-means 文本聚类算法并行化实现 

Spark 实现 k-means 并行化算法如算法 3-1 所示，首先执行 Spark 集群环境的初始化；从 HDFS 中载入

原始数据，构造 RDD 对象，对 RDD 进行 map 和 cache 操作，生成新的 RDD 对象，将数据转化成特征数

据集合，并存于各 worker 节点本地内存；而后在各 worker 节点先执行算法中（1）~（5）完成第一轮迭代，

接着重复执行（2）~（5）直到满足收敛条件或者到达最大迭代次数，聚类操作结束。 

算法 3-1.基于 Spark 的 k-means 算法 



 

程序输入：Context(arg0)，Path(arg1)，K(arg2)，convergeDist(arg3)，MaxIter(arg4)。其中 Context 为 Spark 环境参数，Path 为

数据集输入路径，K 为聚类个数，convergeDist 为聚类准则值 J，MaxIter 为最大迭代次数 

程序输出：K 个聚类中心。核心步骤如下： 

（1）随机抽样产生 k 个初始的聚类中心： 

1 ~ ko o D文档向量集  

（2）FOR  j=1 to n do: 

计算所有的 RDD 文本向量与 k 个聚类中心的相似度 ( , )i jd x y ，并得出最近的聚类索引号，格式形如（id，（point，

1）） 

（3）FOR i=1 to k do: 

计算各个聚类中所有 RDD 文本向量的平均值，更新聚类中心
1 k~xx

 

（4）计算聚类准则函数
2

1

| |
k

i i

i

J x o


   

（5）until J 不再发生明显变化或者达到最大迭代次数。 

Spark 实现 k-means 并行化的代码使用 scala 语言编写，scala 语言表现力强大，代码相比 java、C#等要

简洁许多[23]。算法 3-1 所用 scala 主要代码解释如下：1、Spark 集群环境的初始化 2、从 HDFS 读入已处理

过的文本向量(3-5)、输入参数赋值给相应变量 6、将每个数据点 RDD 化 7、随机抽样产生 k 个初始聚类中

心 (8-9)、聚类准则比较变量和迭代次数中间变量的初始化 10、实现算法 3-1 中（2）~（5）部分，为 Kmeans

核心代码，具体如下：10.0 当聚类准则比较变量大于聚类准则值，并且迭代次数不到最大迭代次数时，执

行循环内容｛10.1 求数据的局部聚类，通过 closestPoint 函数求得文本向量 p 与哪个类中心相似度高，标记

所属类别，每个点 p 映射成（id，（point，1））。10.2 pointStats 对相同 id 的向量 p 进行归约求和，为（point

特征值求和，point 数量和）。10.3 newPoints 是所求的新聚类中心点，键值对形如（id，point 特征值求和/ point

数量和）。10.4 tempDist 聚类准则变量置零。10.5 新旧中心点的差平方和。10.6 更新聚类中心。10.7 已迭

代次数更新。｝ 

1.valsc = new SparkContext(args(0), "SparkKMeans") 

2.  val lines = sc.textFile(args(1)) 

3.  val K = arg(2) 

4.  valconvergeDist = arg(3) 

5.  valMaxIter = arg(4) 

6.val data = lines.map(parseVector _).cache() 

7.varkPoints = data.takeSample(false, K, 42).toArray 

8.vartempDist = 1.0 

9.  vartempIter=0  

10.0 while(tempDist>convergeDist&&tempIter<MaxIter) 

{ 

10.1  var closest = data.map (p => (closestPoint(p, kPoints), (p, 1))) 

10.2 varpointStats = closest.reduceByKey{case ((x1, y1), (x2, y2)) => (x1 + x2, y1 + y2)} 

10.3  varnewPoints = pointStats.map {pair => (pair._1, pair._2._1 / pair._2._2)}.collectAsMap() 

10.4  tempDist = 0.0 

10.5  for (i<- 0 until K){ 

10.5.1tempDist += kPoints(i).squaredDist(newPoints(i))} 



 

10.6  for (newP<- newPoints) { 

10.6.1kPoints(newP._1) = newP._2} 

10.7tempIter=tempIter+1 

} 

6 实验设计与分析 

本实验平台的集群由 1 个控制节点(namenode)和 10 台计算节点(datanode1~10)组成，所有节点配置都

相同，有 2 核 CPU（主频：1.86GHz）、4G 内存和 60GB 硬盘，控制节点和计算节点间以千兆以太网互联。

Hadoop 的版本为 1.2.1，Spark 的版本为 0.8.1，Hadoop 程序使用 java 编写，java 版本 1.7，Spark 程序使用

scala 编写，版本 2.9.3。本文的语料库采用的是搜狗实验室提供的搜狗语料库，它包括 10 个文本类别集合：

汽车，财经，IT，健康，体育，旅游，教育，招聘，文化，军事，数据集的规模如表 1 所示。 

表 1 实验使用的数据集 

数据集 文件大小 

DATA1 188KB 

DATA2 18.1MB 

DATA3 911MB 

DATA4 1.81G 

实验分别在 Hadoop 和 Spark 集群平台上进行测试，共进行了 3 类实验： 

1） 基于 Spark 平台的并行 k-means 算法加速比测试； 

2） 基于 Spark 平台的并行 k-means 算法扩展比测试； 

3） 基于 Spark 与 Hadoop 平台，从首次和后续迭代执行时间来比较运行效率。 

6.1 k-means 算法的加速比分析 

加速比是指通过并行计算使运行时间减少所获得的性能提升，它是验证并行计算性能的一个重要指

标，其计算公式为 /d s dS T T ，其中
sT 表示串行算法（即在单节点上）计算所消耗的时间，

dT 表示并行算

法（即在d 个相同节点上）计算所消耗的时间。加速比越大，表明并行计算消耗的相对时间越少，并行效

率和性能提升越高。给定数据集 DATA1、DATA2、DATA3、DATA4，指定聚类的个数为 10，测试这些数

据集在单机环境下的 k-means 聚类执行的时间及 Spark 环境下的并行聚类算法的执行时间，并行的计算节

点为 1 节点、2 节点、4 节点、6 节点、8 节点及 10 节点。图 5 描述的是在 Spark 的环境下的并行算法的加

速比，数据集为 DATA1-DATA2 的加速比接近于 1，曲线持平；当数据集为 DATA3-DATA4 时，算法的加

速比都大于 1。在相同数量的节点下，数据量很小的情况下，加速比不明显；随着数据量的增长，在相同

数据量的情况下加速比曲线随着节点数增加逐渐上升。 

 

图 5 Spark 环境下的加速比 

6.2 k-means 算法的扩展比分析 

当集群中的计算节点的数目不断增加时，并行算法的加速比并不能无限地增大，此时仅用“加速比”已



 

不能反映集群的利用率，因此引入了并行算法效率（扩展比）的概念，即扩展比表示并行算法执行过程中

集群的利用率情况，其公式为 /dJ S d ，其中
dS 表示算法的加速比，d 表示计算节点数。图 6 描述了在

Spark 环境下的并行聚类算法执行的扩展比，数据量为 DATA1-DATA2 时扩展比曲线下降很快，而数据集

为 DATA3-DATA4 时，并行算法的扩展比曲线下降速率相对趋缓，且随着节点数增加整体趋于平稳。这说

明在 Spark 环境下，虽然 k-means 并行算法加速比有明显提高，但随着数据量的增大和节点数量的增多，

其扩展比逐渐趋于稳定。 

 

图 6 Spark 环境下的扩展比 

6.3 Hadoop 和 Spark 环境下 k-means 并行算法的比较 

在本次实验中，每个计算平台的计算节点设置为 10，聚类的数据集合为 DATA4，指定的聚类个数为

10，聚类的阈值 J 为 0.5。我们将分别比较 Hadoop 和 Spark 平台下的算法执行时总的迭代时间及每次迭代

的执行时间。实验时随机选择 10 个中心点作为初始中心点。因为 k-means 聚类是典型的迭代算法，我们将

第一次迭代（含从磁盘读数据的开销）和除第一次外所有迭代（在 Spark 下，只从内存读数据；Hadoop 下

依然每次都要从磁盘读数据）的均值分开描述比较，以更清楚地展现 Spark 基于内存计算的强大优势，如

图 7 所示。 

 

图 7 每次迭代时间比较 

在第一次迭代中，两个系统都是从磁盘文件系统 HDFS 中读取数据，如图 6 所示，实验数据显示 Spark

比 Hadoop 稍快，原因是 Hadoop 程序开始和终止的心跳机制开销大。 

除第一次迭代外所有迭代运行时间的均值，Spark 比第一次迭代执行时间少了一半，而 Hadoop 与第一

次迭代执行时间相差不大。原因是 Hadoop 不支持数据缓存及作业之间的数据共享，而 k-means 的每次迭

代都以独立作业的形态存在，因此每次迭代都需要访问 HDFS，将相关的数据集载入到本地内存中；而 Spark

支持数据的缓存，在第一次迭代时会缓存数据到本地内存，在下次迭代计算时执行进程直接从本地内存上

读取数据，从而大幅度减少了迭代过程中数据准备的时间开销。因此在后续迭代过程中，Spark 相比 Hadoop

环境下的运行时间得到显著缩减。 

图 8 给出了随着计算节点的增加，Hadoop 和 Spark 完成一次迭代的平均执行时间（不含首次迭代）比

较，从图中可以看出，相比 Hadoop，Spark 的执行效率得到了大幅度的提升。 



 

 
图 8 平均迭代时间比较 

7 结语 

基于内存计算的新一代并行计算框架 Spark 被人寄予厚望，希望能针对 Hadoop 的弱点，切实提高具

有复杂计算模式的大数据文本处理效率。本文以具有频繁迭代计算特点的 k-means 算法并行化为切入点，

基于 Spark 平台，利用其以 RDD 为核心的内存计算模型，设计并实现了并行化 k-means 算法。通过实验验

证了基于 Spark 的应用在处理需频繁迭代的大规模文本数据计算时，具有优良的加速比和扩展比，与传统

大数据平台 Hadoop 相比，处理效率得到显著提升，因此很适合未来大规模数据挖掘及其它需要频繁迭代

的数据处理工作。 

本文工作受江苏省软件新技术与产业化协同创新中心部分支持。 
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